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基于多模态信息融合和图卷积网络的酶催化效率预测 

窦壮壮，王  林 
(天津科技大学人工智能学院，天津 300457) 

摘 要：酶周转数
catk 是反映酶催化效率的重要指标，在蛋白质工程以及合成生物学等多个领域中都发挥着重要作

用。然而，传统实验测量方法耗时长且成本高昂。此外，即使在底物和酶完全一致的情况下，微小的实验条件差异

也能导致测量结果出现波动。本文提出酶催化效率预测模型，通过整合化合物分子图、SMILES 序列、蛋白质序

列、蛋白质分子 3D 结构以及反应温度进行深度跨模态特征学习，实现对
catk 值的精确预测。该模型使用了图卷积

网络，从化合物分子图和蛋白质分子 3D 结构中提取特征。利用 Prot_Bert 和 SMILES Transformer 两个预训练模型，

对蛋白质和化合物进行深层特征提取，进一步提升模型的多模态数据处理能力和
catk 值预测精度。 

关键词：生物分子多模态信息；酶周转数；蛋白质分子 3D 图；Prot_Bert；SMILES Transformer；图卷积网络 
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Prediction of Enzyme Catalytic Efficiency Based on Multimodal Information 

Fusion and Graph Convolutional Networks 

DOU Zhuangzhuang，WANG Lin 

(College of Artificial Intelligence，Tianjin University of Science & Technology，Tianjin 300457，China) 

Abstract: Enzyme turnover number 
catk

 

is an important indicator of enzyme catalytic efficiency and plays an important 

role in many fields such as protein engineering and synthetic biology. However, traditional experimental measurement 

methods are time-consuming and costly. In addition, even when the substrate and enzyme are exactly the same, slight 

differences in experimental conditions can cause fluctuations in measurement results. This paper proposes an enzyme 

catalytic efficiency prediction model that integrates compound molecular graphs, SMILES sequences, protein sequences, 

protein molecular 3D structures, and reaction temperatures for deep cross-modal feature learning to achieve accurate 

prediction of 
catk  values. The model uses a graph convolutional network to extract features from compound molecular 

graphs and protein molecular 3D structures. Using two pre-trained models, Prot_Bert and SMILES Transformer, deep 

feature extraction of proteins and compounds is performed, further improving the model's multimodal data processing 

capabilities and 
catk  value prediction accuracy. 

Key words: biomolecular multimodal information; enzyme turnover number; protein 3D structure; Prot_Bert; SMILES 

Transformer；graph convolutional network 

 

酶周转数( catk )是衡量酶催化效率的重要指标，通 常表示酶每秒钟转化底物的数量。它是酶催化速率常
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数的常见表达形式。酶周转数反映酶分子在特定条件

下对底物的处理速度，是评估酶活性和效率的关键参

数之一。在生物学研究、医药领域和工业生产中，准

确预测酶周转数对于理解酶的功能、优化酶工程和设

计新的生物催化剂具有重要意义。然而，传统的化学

实验方法测定 catk 不仅耗时而且成本昂贵，极大地阻碍

了其在大规模应用中的效率和可行性。因此，需要开

发一种高效准确的计算模型预测酶的 catk ，以加快酶功

能研究和工业应用的进展。 

已有研究主要集中在从底物结构和蛋白质序列出

发进行高通量 catk 预测。Li 等[1]提出基于深度学习的

catk 预测模型(DLKcat)，通过图卷积网络(GNN)和卷积

神经网络(CNN)分别提取化合物分子图以及蛋白质序列

特征。虽然基本实现了高通量 catk
值

预测，但该方法未

充分考虑温度、pH 等实验条件对 catk 的影响，且方法

相对单一，导致模型预测结果的准确性不足。Qiu 等[2]

提出基于深度学习的温度依赖性酶周转率预测模型

(DLTKcat)，利用图注意力网络(GAN)和卷积神经网络

(CNN)分别提取化合物和蛋白质序列特征，并且考虑温

度对 catk 值的影响。然而，与 DLKcat 类似，该方法也

局限于仅通过底物结构和蛋白质序列进行高通量预

测，且目前实验测得的具有 catk 的底物-酶的条目较

少，经过筛选后所可用于训练的数据更少，因此在训

练数据中不足以支撑模型去充分学习底物以及蛋白质

特征。 

为了解决上述问题，本文提出基于多模态信息融

合的 catk 值预测模型 Multi-Modal-Temperature Kcat 

(MMTKcat)。该模型结合了化合物分子图、SMILES 序

列、蛋白质序列、蛋白质分子 3D 结构信息以及温度，

利用图卷积网络 (GCN)[3]以及 Prot_Bert[4]和 SMILES 

Transformer[5]两个预训练模型，能够有效地从多角度提

取化合物以及蛋白质特征，缓解训练数据量不足的问

题并提高预测的准确性。 

1  数据集 

数 据 集 均 来 源 于 公 开 数 据 库 BRENDA[6] 和

SABIO-RK[7]。通过数据库提供的应用程序接口(API)批

量获取数据，其中 SABIO-RK 提供酶学委员会号码(EC

号 )、底物名称、生物名称、蛋白质标识符 (UniProt 

ID)、酶类型、温度和 catk 。通过 BRENDApyrser 工具

从 BRENDA 数据库批量提取相关数据。之后，通过查

询 PubChem 化合物数据库，批量获取底物的 SMILES

字符串。所有蛋白质的氨基酸序列基于数据库中提取

的UniProt ID，通过UniProt数据库[8]进行查询，所有的

蛋白质序列均可以直接通过 UniProt 映射批量获取。 

在获取SMILES序列和氨基酸序列后，将两个数据

集中的数据合并筛选，去除所有具有相同 SMILES 序

列、氨基酸序列、温度和 catk 的重复数据。对于具有相

同 SMILES 序列、氨基酸序列和温度但 catk 不同的条

目，仅保留 catk 最大的条目。这种方法参考了 Li 等[1]和

Qiu等[2]的研究方法。最终保留 16249条底物-酶-温度条

目。根据氨基酸序列是否在自然状态下存在，又可将

酶分为野生型酶(WT)和突变型酶(MUT)，数量如图1所

示。 

 
图 1  野生型酶、突变型酶数量 

Fig. 1  Number of Wild-type Enzymes and Mutant Enzymes 

为进一步提升数据集的完整性，利用由 Google 

DeepMind 开发的AlphaFold 人工智能系统[9]，该系统可

以根据蛋白质的氨基酸序列预测该蛋白质的三维结

构。AlphaFold 通常能够达到与实验方法测得结果相媲

美的精度。通过 AlphaFold 的 API 接口批量获取 4012

份蛋白质的三维结构文件，剔除极少部分无法获取结

构的条目，最终本实验数据集中总计保留了 16018 条有

效条目，且每条数据均包含 EC 号、底物名称、UniProt 

ID、 catk 、底物的 SMILES字符串、蛋白质的氨基酸序

列、蛋白质分子 3D 结构和温度。 

2  构建多模态信息融合的学习模型 

2.1  化合物表示 

2.1.1  分子指纹和邻接矩阵生成 

利用RDKit工具库对化合物的SMILES序列进行处

理并生成分子图。首先，读取每个化合物的SMILES字

符串，利用RDKit库[10]将SMILES字符串转换为分子对

象并提取原子的符号和芳香性信息。随后，创建关键
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字典用于存储每个原子的关键类型信息。基于此信息

以指定的半径（r-radius）提取分子指纹并生成表示分子

结构的向量。分子指纹提取过程根据指定的半径迭代

更新节点的表示，在每次迭代中，节点的表示会结合

来自其相邻节点的信息，从而得到包含指定半径范围

内结构信息的指纹向量。最后，生成分子的邻接矩阵

表示原子之间的连接关系，为后续利用图卷积网络进

行化合物特征提取提供便利。 

2.1.2  SMILES Transformer 模型 

SMILES Transformer模型被用于化合物 SMILES字

符串特征提取部分，与 GCN 提取的化合物分子图特征

共同组成底物的特征表示，用于后续的深度学习模

型。SMILES Transformer 是一种专门用来处理化学分

子 SMILES 字符串的预训练模型。该模型在从

ChEMBL24 数据库中随机抽取的 861,000 个未标记

SMILES 字符串上进行无监督预训练，学习 SMILES 序

列的上下文相关表示，并生成高维的分子指纹。这些

分子指纹不仅可以捕捉分子之间的结构信息，还可以

解决本实验在训练过程中训练数据不足的问题。 

2.2  蛋白质表示 

2.2.1  Prot_Bert 模型 

蛋白质是生物体内复杂的分子结构，由 20 多种不

同的氨基酸组成，且这些氨基酸可以以几乎无限的方

式排列组合，这就导致了蛋白质种类的多样性和复杂

性。因为本实验选取的 4012 种蛋白质序列不足以支撑

模型充分学习和泛化蛋白质的多样性和复杂性，所以

为了能够精准高效的提取蛋白序列特征，引入

Prot_Bert 模型。该模型是基于 BERT(bidirectional 

encoder representations from Transformers)架构的预训练

模型，专门用于蛋白质序列分析。Prot_Bert 模型通过

在蛋白质数据库 UniRef100[11]上进行自监督学习，能够

精准捕捉蛋白质序列中的复杂生物物理特性和进化信

息。其中，UniRef100 是由 2.17 亿个蛋白质序列组成的

数据集，为模型的预训练提供了丰富的数据基础。

Prot_Bert 模型采用自监督学习方法在大规模未标记蛋

白质序列训练，使其能够自动从丰富的序列数据中学

习，无需手动注释训练数据。利用 BERT 架构，

Prot_Bert 可以同时从蛋白质序列的上下文中捕捉前后

信息。这种双向表示对于识别蛋白质序列内的依赖关

系和结构特征至关重要。通过大量的预训练，

Prot_Bert 模型能够生成高维蛋白质序列嵌入，有效表

示蛋白质的生物物理特性。这些表示可直接用于下游

任务，例如蛋白质二级结构预测、功能预测和亚细胞

定位以及本实验中的预测任务。 

2.2.2  利用蛋白质分子 3D 图生成接触图 

蛋白质的功能很大程度上是由其结构决定的，其

3D 结构数据为关键功能残基的空间排布以及酶与底物

间的相互作用提供重要线索，其中氨基酸组成及其在

蛋白质结构中的独特折叠模式会显著影响活性位点的

可及性、底物结合位点以及酶的整体稳定性。这些因

素共同决定了酶的功能特性和催化效率。因此，为了

从蛋白质3D结构中提取信息，分别读取每个蛋白质3D

结构的 PDB 文件，并提取蛋白质中每个氨基酸内的C


坐标。读取指定 PDB 文件中的原子信息，提取属于链

A 的C

原子的坐标。然后，利用提取的C


坐标计算距

离矩阵，进而基于距离矩阵生成接触图[12]。 

将蛋白质三维结构建模为无向图 G=(V,E)，其中每

个顶点 v𝑖∈V 表示蛋白质主链上的第 i 个残基，边集𝐸定

义为残基间的接触关系。对于任意两个残基 i 和 j，计

算其欧氏距离，为 

2ij i jd r r               (1) 

其中 ri表示第 i 个C

原子的三维坐标。当 dij<10Å时，

设定 Aij=1，反之 Aij=0，从而得到接触图的邻接矩阵 

A∈{0,1}n×n，其中 n 表示残基个数。 

在本实验中所使用的蛋白质三维结构文件均来自

野生型酶(WT)，对于同一个 UniProt ID 下，由于蛋白

质突变或缺失，突变型酶(MUT)与野生型酶的蛋白质

序列长度不一致，通过接触矩阵进行必要的补全操

作。如果接触矩阵小于序列长度，则在接触矩阵的列

和行上添加 0 进行填充，接触矩阵的对角线上均全部填

充 1。 

2.2.3  n-gram 在蛋白质序列中的应用 

通过 n-gram[13]表征蛋白质序列中的上下文语义特

征，为了确保表征后的蛋白质序列长度保持不变将原

始 氨 基 酸 序 列 S=[s1,s2,...,sL] 填 充 为

S’=[‘+’,s1,s2,...,sL,‘-’]，经 n-gram表征后得到的仍为长度

为 L 的 n-gram 片段：Gt=[g1,g2,...,gL] 其中每个片段 g

会被映射为对应的整数索引或嵌入向量，最终形成序

列特征矩阵 X∈RL×d，d 为嵌入维度。这些特征作为

GCN 中节点特征，与接触矩阵 A 一起用于图卷积学

习。通过这样的方式，不仅可以聚合更多的上下文信

息，还能够极大地捕获突变酶发生突变区域的信息。

聚合后的特征向量将作为图卷积网络(GCN)中的节点特

征，使 GCN 能够将节点特征与接触图中的结构信息结
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合，进行特征提取。这种处理方法有效地编码了蛋白

质序列中的信息，为后续的模型训练和预测提供了丰

富的数据支持。 

2.3  温度嵌入 

为了将反应温度信息嵌入模型，将摄氏温度(Temp)

和开尔文温度(Temp_K)倒数作为特征进行拼接。设摄

氏温度为T ，开尔文温度倒数为1/ kT 模型将它们作为

特征向量进行拼接，将拼接后的特征向量与底物以及

蛋白质特征向量 x 通过全连接操作进行合并以实现特征

融合，得到最终的输入特征向量为 

1
( [ , , ])

k

y x T
T

 W  (2) 

其中： 表示激活函数，W 是全连接层的权重矩阵。 

MMTKcat 模型的流程图如图 2 所示。MMTKcat 模

型集成了 GCN 以及 SMILES Transformer 和 Prot_Bert

两个预训练模型，用于从酶和底物中提取特征预测 catk

值

。使用 GCN 分别对蛋白质 3D 结构和化合物分子图提

取结构特征，而 SMILES Transformer 模型和 Prot_Bert

模型分别用于从SMILES序列和蛋白质序列中提取序列

特征。 

SMILES Transformer 模型和 Prot_Bert 模型分别将

SMILES 序列和蛋白质序列特征提取池化后变为 1024

维度的向量，这些池化后的向量经过两次线性变换和

ReLU 激活函数，最终得到 2 条均为 64 维度的 SMILES

序列特征向量和蛋白质序列特征向量。 

 

图 2  MMTKcat 模型的流程图 

Fig. 2  Process diagram of MMTKcat model 

3  本文方法 

3.1  图卷积网络 

图卷积网络(GCN)是用来提取图结构数据特征的深

度学习模型。它可以直接在不规则的图数据上进行卷

积操作。图数据由节点和边组成，每个节点均具有各

自的特征，节点之间的边表示两个节点间的连接关

系。GCN 通过在图的邻域上进行卷积操作，逐层聚合

节点及其邻居节点的信息，用来提取图结构中的高阶

特征。GCN 的核心操作是基于节点的特征向量和邻接

矩阵，通过线性变换和非线性激活函数更新每个节点

的表示。给定一个具有邻接矩阵 A，图卷积网络层与层

之间的传播方式为 

1 1

1 2 2
( )

l l l

H D AD H W

 



  
(3) 

其中：
lH 表示第 l 层的激活矩阵。 A 表示图的邻接矩

阵， D 表示度矩阵，
l

W 表示第 l 层的可学习权重矩

阵， 表示非线性激活函数。 

在 MMTKcat 模型中，图卷积网络被应用于从蛋白

质 3D 结构和底物邻接矩阵中提取关键的结构特征[14]。

利用蛋白质三维结构数据，构建基于 C

原子位置的接

触图，这些接触图表征蛋白质分子中残基之间的空间



2025 年    窦壮壮，等：基于多模态信息融合和图卷积网络的酶催化效率预测                                    ·5· 

关系，通过对这些接触图进行卷积操作，图卷积网络

(GCN)能够逐层聚合并提取蛋白质结构的高阶特征信

息，使模型能够更充分地利用蛋白质的三维构象。 

在提取化合物分子图的特征方面，使用 GCN 在分

子的邻接矩阵上进行卷积操作，逐步提取分子结构的

高阶特征。通过处理邻接矩阵，GCN 可以有效捕捉底

物的分子结构信息，并生成丰富的特征表示。 

3.2  Transformer 模型 

Transformer 模型是由编码器和解码器组成的深度

学习框架，主要依靠自注意力机制处理数据，在机器

翻译、文本生成、语音识别等任务上表现出色。其核

心组件包括多头自注意力机制、前馈神经网络、残差

连接和层归一化。 

多头自注意力机制表示为 

Attention( , , ) softmax( )

T

k

QK

d

Q K V V  (4) 

1 2 h
MultiHead( , , ) Concat(h ,h ,...,h )

O

Q K V W  (5) 

i
h Attention( , , )

Q K V

i i i
QW KW VW

 

(6) 
 

其中： Q 为查询矩阵， K 为键矩阵，V 为值矩阵，

kd 为键的维度。 

前馈神经网络表示为 

1 1 2 2
FFN( ) RELU( )x xW b W b    (7) 

其中： x 为输入特征向量，来自多头注意力机制或前

一层前馈神经网络的输出； 1W 和 2W 为的权重矩阵；

1b 和
2b 为偏置向量。 

残差连接和层归一化表示为 

LayerNorm( SubLayer( ))x x  (8) 

其中： x 为输入特征向量； SubLayer( )x 为子层操

作； LayerNorm为层归一化操作，用于对每个批次的

输入特征进行归一化处理，以减少内部协变量偏移。 

SMILES Transformer 是基于 Transformer 模型设

计，用于处理 SMILES字符串。SMILES Transformer使

用编码器 -解码器网络，每个网络分别包含 4 个 

Transformer 块，每个 Transformer 块中有 4 个头的注意

力机制，嵌入维度为 256，并包含 2 个线性层，表示为 

Z=Encoder(X),Y=Decoder(Z)  (9) 

其中：X 是输入的 SMILES 序列，Z 是编码器输出的中

间表示， Y 是解码器生成的输出序列。 SMILES 

Transformer 使用ChEMBL24 数据集中的 861000个未标

记的SMILES序列进行预训练。预训练通过最小化输入

SMILES 和输出概率之间的交叉熵完成。 

= X log Y
i i

i

  (10) 

从 Transformer 输出的符号级别表示中提取分子级

别表示。将最后一层的平均池化和最大池化输出、最

后一层和倒数第二层的第一个输出连接起来，最终得

到 1024 维的指纹。 

( ) ( ) ( 1)

1 1
f = [mean(H ),max(H ),H ,H ]

L L L L

 (11) 

其中：
( )H L

表示最后一层的隐藏状态，
( 1)H L

表示倒

数第二层的隐藏状态。
 

BERT 是基于 Transformer 架构的预训练语言模

型，它在自然语言处理任务中取得了巨大成功，能够

生成深度上下文表示。Prot_Bert 的架构基于 BERT，

已针对蛋白质序列的特点进行调整。Prot_Bert 增加了

层数，并在更长的序列上进行训练，表示为 

( 1) ( )

Transformer(H ),   1, ...,
l l

H l L


   (12) 

 
Prot_Bert 首先在长度为 512 的序列上训练 300000

步，然后在长度为2000 的序列上训练100000步。这种

分步训练策略使模型能够在较短序列上提取有用的序

列特征，同时在较长序列上进行更有效地训练。 

3.3  性能评价指标 

平均绝对误差(MAE，用符号 MAEE 表示)表示预

测值与真实值之间的平均绝对差，衡量的是误差的平

均绝对值，是一种直接且易于理解的误差度量。MAE

的计算公式为 

1

MAE

1
ˆ| |

n

i i

i

E y y
n 

   (13) 

均方根误差(RMSE，用符号 RMSEE 表示)是预测

值与真实值之间误差的平方的平均值的平方根。它对

大的误差更加敏感，因此在存在较大误差时，RMSE

会比 MAE 更大。RMSE 的计算公式为 

2

1

RMSE

1
ˆ( )

n

i i

i

E y y
n 

   (14) 

 

决定系数(R2)是衡量模型解释方差比例的指标，

取值范围为 0~1。R2 越接近 1，说明模型解释变量的

变异越多，模型的预测能力越强。R2 的计算公式为 
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2

2 1

2

1

ˆ( )
1

( )

n

i ii

n

ii

y y
R

y y






 






 (15) 

            

4  实验结果与分析 

4.1  五折交叉验证 

采用五折交叉验证的方法对 MMTKcat 模型进行

评估，确保模型的稳定性和泛化能力。将整个数据集

分成 5 个互斥的子集，每次使用其中 4 个子集进行训

练，剩下的 1 个子集进行测试。之后轮流将每个子集

作为测试集。五折交叉验证测试集 RMSE 随训练轮数

(Epoch)的变化趋势如图 3 所示。 

 

图 3  五折交叉验证测试集 RMSE 随训练轮数的变化趋势 

Fig. 3  Changing trend of RMSE of the five-fold 

cross-validation test set with training epochs 

为了进一步评估模型的性能，分别采用平均绝对

误差(MAE)、均方根误差(RMSE)和决定系数(R2)这 3 个

指标评价 MMTKcat 模型的性能，每一折的预测效果如

图 4 所示。利用这些指标有助于全面了解模型的预测能

力和稳定性。 

 

图 4  五折交叉验证结果比较图 

Fig. 4  Comparison of five-fold cross-validation results 

为了更加直观地观察模型预测性能，将五折交叉

验证中每一折测试集的预测值与真实值放入带有热

力图的散点图中如图 5 所示。因为 5 个子数据集都会

在五折交叉验证中充当测试集，所以该散点图中共有

16018 个点。 

 

图 5  带有热力图的散点图 

Fig. 5  Scatter plot with heatmap 

 

4.2 与其他模型比较 

为了验证 MMTKcat 模型预测效果的有效性，在给

定的数据集中引入模型 DLKcat[1] 、 DLTKcat[2] 、

DeepEnzyme[15]，通过固定随机种子的方式保证训练集

和测试集一致，并根据原文提供的代码进行对比实

验。 

DLKcat 模型利用图卷积网络(GNN)和卷积神经

网络(CNN)分别提取化合物的分子结构特征和蛋白

质的序列特征，用以预测酶的催化效率常数。 

DLTKcat 模型在 DLKcat 的基础上进一步引入温

度变量，通过图注意力网络(GAN)和卷积神经网络

(CNN)分别提取化合物和蛋白质的特征，考虑温度对

catk 的影响，使预测结果相对而言更加精确。 

DeepEnzyme 模型使用图卷积网络捕获蛋白质序

列三维结构的特征与底物特征，通过 Transformer 模

型提取蛋白质序列特征，最后进行特征拼接从而进行

catk 的预测。 

所有方法的整体性能通过五折交叉验证评估，具

体结果如图 6 所示。MMTKcat 在 3 个评价指标中的

表现均优于所对比模型，在 MAE 上，MMTKcat 的

误差为0.73，分别比DeepEnzyme、DLKcat和DLTKcat

降低 3.95%、23.96%和 12.05%。在 RMSE 上，

MMTKcat 的误差为 1.03，分别比 DeepEnzyme 的、

DLKcat 和 DLTKcat 降低 1.90%、19.53%和 8.85%。

在R2上，MMTKcat的值为 0.55，分别比DeepEnzyme、

DLKcat 和 DLTKcat 提高 5.77%、77.42%和 25.00%。
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综上所述，MMTKcat 模型在误差控制和拟合能力方 面均表现出更优的预测效果。 

 

(a) MAE                                        (b) RMSE                                       (c) R2 

图 6  不同模型 MAE、RMSE、R2比较 

Fig. 6  Comparison of MAE, RMSE, and R2 under different models  

4.3  不同参数对模型预测性能的影响 

4.3.1  GCN 层数 

在 MMTKcat 模型中，图卷积网络(GCN)用于从蛋

白质的 3D 结构和底物的邻接矩阵中提取结构特征。

GCN 的层数对模型的预测性能有着重要影响。随着层

数的增加，每个节点的特征将包含更高阶邻居的信

息，增加 GCN 的层数能够使模型捕获更广泛的结构信

息。然而，层数过多也会带来过平滑、计算复杂度增

加等问题。因此，本实验分别使用 1、2、3 层图卷积网

络测试不同层数对于 MMTKcat 模型预测性能的影响，

结果见表 1。经过对结果的分析发现1层GCN在本研究

中表现最佳，可能是因为它能够在适当的 r-radius 和

n-gram 参数设置下，捕捉到局部重要特征，避免模型

复杂度过高和过拟合的风险。同时，这样的设置也有

助于提高计算效率，使模型在较短时间内达到较好的

预测性能。 

表 1  GCN 层对模型预测性能的影响 

Tab. 1  Impact of GCN layers on the model's predictive 

performance 

GCN 层数 MAE RMSE R² 

1 0.73 1.03 0.55 

2 0.74 1.04 0.54 

3 0.78 1.1 0.49 

 

4.3.2  r-radius 和 n-gram 

较大的 r-radius 虽然可以捕捉更加丰富的结构信

息，但是也可能引入更大的噪声和更多的冗余信息，

从而影响模型预测的准确性。适当的 n-gram 数可以更

好地捕捉序列中相邻元素的局部上下文信息，有助于

提高模型的预测能力。但是，过大的 n-gram 数可能导

致序列信息的过度分割，增加计算复杂度，导致特征

稀疏性。在模型设计中需要仔细调节 r-radius 和 n-gram

数，以平衡信息提取的全面性和特征表示的有效性，

使模型达到最佳的预测效果。r-radius 和 n-gram 数量对

模型预测性能的影响结果见表 2，当 r-radius 为 2 且

n-gram 为 3 时模型的性能最佳。 

表 2  r-radius 和 n-gram 数量对模型预测性能的影响 

Tab. 2  Impact of r-radius and n-gram numbers on model 

prediction performance 

r-radius n-gram MAE RMSE R² 

1 1 0.96 1.27 0.32 

1 2 0.85 1.13 0.46 

2 1 0.78 1.07 0.51 

2 2 0.78 1.07 0.52 

2 3 0.73 1.03 0.55 

3 2 0.79 1.10 0.48 

3 3 0.74 1.04 0.54 

 

4.4 消融实验 

为了评估模型中不同部分对最终预测性能的具体

贡献，进行消融实验。通过逐步移除模型的特定组件

或特性，能够深入分析每个因素对模型整体性能的影

响，从而确定哪些因素对于优化预测结果至关重要。

为了系统性地评估 MMTKcat 模型中引入预训练模型、

整合蛋白质三维结构信息以及考虑温度拼接策略是否

对预测性能产生了积极的贡献，并进一步解析这三者

中哪一项因素对实验结果的影响更为显著，本实验分

别对仅使用 GCN 提取底物以及蛋白质特征模型(Case 

1)、去除 GCN 提取蛋白质 3D 结构部分其余部分保留

(Case 2)、去除温度拼接其余部分保留(Case 3)在相同训
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练集、测试集上分别进行消融实验，结果见表 3。由表

3 可知，使用蛋白质 3D 结构提取蛋白质特征可以极大

增强模型预测能力。与此同时，MMTKcat 模型可以通

过本文中的 2 个预训练模型得到有用的底物与蛋白质特

征向量进行 catk 预测。引入温度指标，也同样会在一定

程度上使模型的预测准确性得到提高。 

表 3  消融实验 

Tab. 3  Sensitivity analysis 

实验 MAE RMSE R² 

Case 1 0.76 1.07 0.51 

Case 2 1.03 1.32 0.25 

Case 3 0.75 1.03 0.54 

MMTKcat 0.73 1.03 0.55 

 

4.5 案例分析 

为了评估 MMTKcat 模型在实际应用中的效果，随

机选取 DLKcat 数据集中的部分条目进行案例分析，所

选取的 7 条酶-底物-Kcat 数据均未出现在本模型的训练

集中。因为这 7 条数据不包括温度信息，所以移除了

MMTKcat 模型中的温度模块，其余部分保持不变，预

测结果见表 4。由表 4 可知，模型在 DLKcat 数据集中

同样能够实现较好的预测。 

表 4  案例分析 

Tab. 4  Case analysis 

底物名称 酶名称 真实值(s⁻¹) 预测值(s⁻¹) 

Benzaldehyde Benzaldehyde 

dehydrogenase 

(NAD⁺) 

26.4 23.96 

3α,7α-Dihydroxy-5β

-cholestane 

Cholesterol 

7α-hydroxylase 

0.217 0.363 

gamma-Nonalactone Hormone-sensit

ive lipase 

0.38 0.634 

Adenosine Adenosine 

kinase 

0.5 0.295 

2-hydroxy-5-methyl

naphthalene-1-carbo

xylic acid 

Naphthoate 

synthase 

0.135 0.144 

trans,trans-Farnesyl 

diphosphate 

Amorpha-4,11-

diene synthase 

0.186 0.278 

D-Alanyl-D-alanine D-Ala-D-Ala 

dipeptidase 

156 138.5 

在前期数据集整理阶段，将酶划分为突变型酶

（MUT，约占数据总量的 35%）和野生型酶（WT，约占

数据总量的 65%），为了直观评估模型在不同酶类型上

的预测效果，绘制了真实值与预测值的箱线图，如图

7(b)与图 7(a)所示。箱线图能够有效反映数据的分布特

征，包括中位数、上下四分位数、异常值分布等信

息，适用于对比真实分布与模型预测分布的一致性。 

 
（a）野生型酶 

 

（b）突变型酶 

图 7  真实值与预测值箱线图对比 

Fig. 7  Comparison of box plots of true and predicted values 

在野生型酶组中，真实值与预测值的整体分布区

间高度一致，中位数位置接近，四分位范围（IQR）也

基本重合，且两者在极端值区域（上、下须）展现出相

似的延展性。这说明模型能够较好地捕捉到真实数据

的主要分布趋势。在突变型酶组中，真实值与预测值

的分布同样保持了较好的对应关系。两者的中位数接

近，且上下四分位数的范围相似，表明模型在突变型

酶样本上也能较为准确地回归 catk 。 

综上所述，真实值与预测值在 WT 与 MUT 两组中

均表现出明显的分布一致性，说明 MMTKcat 模型不仅

能准确预测 catk 值，还具备较强的泛化能力，能够适应

不同类型酶分子的预测任务。 

5  结  语 
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本文提出基于多模态信息融合和图卷积网络的酶

催化效率预测模型(MMTKcat)，用于预测酶-底物的催

化常数。通过整合蛋白质序列、3D 结构特征以及底物

SMILES 序列、分子图，利用 Prot_Bert 以及 SMILES 

Transformer 两个预训练模型和 GCN 分别提取序列信息

和结构信息，结合反应温度，构建多模态特征融合的

预测框架。实验结果表明，该模型在预测酶催化常数

上具有显著优势，相较于传统方法具备更高的准确性

和鲁棒性。尽管如此，模型仍有不足之处，在预测酶

周转数时仅考虑了反应物而没有将生成物纳入考虑的

范围内，除此之外现在基于蛋白质 3D 结构进行预训练

的模型也趋于成熟，如 SAPROT[16]在提取蛋白质 3D 结

构方面也已经展现出了极其出色的能力，若在将来研

究中使用该方法或许能够进一步提升 MMTKcat 预测能

力。随着 AlphaFold 等相关蛋白质结构预测软件的不断

发展和改进，本实验中数据集中的蛋白质分子 3D 结构

的精确度有可能会得到了进一步提升，模型预测能力

也随之增强。 
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